Modelos de parimetros variaveis:
uma resenha critica*

MAaRCELO S. PORTUGAL**

Este artigo apresenta uma resenha da literatura referente a modelos de pardmetros varidveis.
Inclui ndo apenas as abordagens mais recentes, cldssicas e bayesianas, baseadas no filtro de
Kalman, mas oferece também alguma discussio de modelos mais antigos com variagdo para-
métrica. Estas técnicas sdo muito iiteis em economia, ndo apenas para fins de previsdo, via
modelos univariados de extragdo de sinal, mas ainda para a andlise de modelos sujeitos a
mudanca esirutural.

1 - Introducao

H4 bastante tempo, vém-se estudando modelos que permitem a variagdo dos
parimetros ao longo do periodo amostral. As primeiras tentativas de se construi-
rem modelos com coeficientes varidveis foram feitas nos anos 50 e 60 por Rubin
(1950), Klein (1953}, Kuh (1959), Rao (1965) e outros.

Virias est6rias podem ser contadas para justificar a razao pela qual se deveria
permitir que os coeficientes estimados variassem a0 longo da amostra. A mais Obvia
e razodvel € que os préprios coeficientes verdadeiros sao o resultado de um processo
estocdstico. Em termos de um modelo de série temporal, pode-se supor que o
coeficiente seja autocorrelacionado, dependendo de alguma varidvel econdmica,
ou simplesmente aleatério com uma dada média e variancia.

Por outro lado, quando o verdadeiro coeficiente for estdvel, o modelo de
coeficientes varidveis pode ser visto como uma maneira de s¢ tentar resolver erros
de especificagio, como a exclusio de varidveis. Assim, uma variagdo de pardmetro
nio explicada por alguma teoria pode ser vista como uma evidéncia de erro de
especificacio.

Um grande estimulo ao uso de modelos de pardmetros varidveis veio da critica
de Lucas, segundo o qual, quando os agentes econdmicos tém expectativas racio-
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nais, os pardmetros dos modelos econométricos j4 nao serao constantes, Os agentes
mudarao seus comportamentos em Tesposta a mudangas no regime de politica
¢condmica. De acordo com suas proprias palavras: “A respeito desse ponto, tenho
argumentado simplesmente que a visdo de parimetro estdvel padrio da teoria
économétrica e politica quantitativa parece ndo casar com virias caracterfsticas
importantes da pratica econémica, enquanto uma estrutura geral alternativa, in-
corporando parimetro estocdstico com drift, combina mais examente com estas
caracteristicas” [cf. Lucas (1976)].

Note-se que, se 0 parémetro mudar de algum modo paramétrico, existirio outros
parametros (deep parameters) que ainda sao constantes, isto €, amédia e a variancia
do processo estocsstico subjacente.

O principal objetivo deste trabalho & discutir modelos de pardmetros varidveis
desenvolvidos durante as Gltimas décadas, dando especial atencdo ao filtro de
Kalman, cuja comparagio com modelos anteriores parece evidenciar sua supe-
rioridade no tratamento de modelos de pardmetros varigveis.

Este artigo tem mais trés se¢O€s: na secdo seguinte apresentaremos os diversos
modelos nao-bayesianos introduzidos durante os anos 70, explorando também a

2 - Os diversos modelos propostos

2.1 - O modelo aleatério puro

O modelo de coeficientes aleat6rios puro foi um dos primeiros a tentar resolver o
problema da variagio temporal [cf. Rao (1965), Hildreth e Houck (1968) € Swamy
(1970)]. A idéia bésica & criar um modelo em que os coeficientes fixos estimados
feprésentem a média da distribuicio dos coeficientes varidveis. Assim, embora
incorpore explicitamente a possibilidade de os coeficientes niio serem fixos ao longo
do periodo amostral, ndo permite a estimacdo de diversos coeficientes para cada
ponto no tempo.

O modelo basico pode ser escrito do seguinte modo:

Yo = X8 + v, n
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Bi=n+ ¢ (2

onde:v, —~ N(0,02) ¢ ¢ ~ N(0,02).

Adicionalmente, supde-se que ambos os erros sao independentes e nioc-autocor-
relacionados. Combinando (1) e (2):

Vo= Xim+ ®

onde:u, = X ¢ + v,.

Dever-se-ia notar que, apos esta substituigio, o modelo torna-se um modelo de
coeficientes fixos, com erro heteroceddstico. A equagdo (3) pode, entdo, ser esti-
mada por m{nimos quadrados generalizados (MQG), ¢ 0 coeficiente fixo u € a média
estimada de S, Em outras palavras, ele mostra a variagdo média na varidvel
dependente devido A variagdo de uma unidade nas varidveis ex6genas. O estimador
de MQG ¢&:

b=(x' 'xyTx ol 4

O procedimento proposto para se obter 2 estimado baseia-se nos residuos da
equagdo (3) calculada através de minimos quadrados ordindrios (MQO):

e=y —X’bMQO
= Mu

onde M = I — X (X’ X)~1X’éuma matriz conhecida.
Entdo E (e¢’) = E(Muw'M’) = M QM, da qual:

E(e*) = M*Var (u)

o ¥ = 2 * 2
onde:e;* =e;s e m* = mg-.

Finalmente, define-se:w = e* - E(e*) e G = M*X *.
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Entao:

e* = E(e*) +w
= M* Var(u) +w

®)

M"‘(}(A"crs2 + avz) + w

e* =M X'+ M'a? + w

Uma vez que M e X sdo matrizes conhecidas, podemos estimar (5) através de
MQO para se obterem estimativas das varidncias e, conseqiientemente, de Q.1

Conforme mostrado por Swamy (1970) e Hildreth e Houck (1968), este proce-
dimento fornece um estimador ndo-tendencioso e consistente da matriz de varian-
cia-covaridncia além de consistente e assintoticamente eficiente da média.

2.2 - O modelo de regressao adaptativa

Desenvolvido inicialmente por Cooley e Prescott (1937a), este é basicamente um
modelo de regressao padrio onde o intercepto pode variar. Supde-se que o termo
do erro aditivo € uma soma “nao apenas de um elemento transitério que tem efeito
no periodo corrente, mas também uma componente permanente cujo efeito per-
siste no futuro™ [Cooley e Prescott (19734, p. 364)].

Um exemplo dessa componente permanente poderia ser uma nova varidvel que,
em algum ponto no tempo, se tornasse relevante para a explicagio da varidvel
dependente.? Neste modelo, o papel do intercepto variando no tempo ¢ precisa-
mente levar em consideragio esta componente permanente do erro.

Normalmente, ao se lidar com este tipo de erro, especialmente quando a presen-
¢a de varidveis omitidas ¢ reconhecida, o procedimento comum & postular um erro
auto-regressivo. £ também bastante comum “ajustar” o termo constante sempre
que as previsdes ex post nao apresentarem um desempenho muito bom.

Ao invés de se usar este procedimento ad hoc, Cooley e Prescott propuseram
definir um modelo em que o termo constante pudesse variar:

1 Um procedimento similar € derivado em Theil (1971, p. 622-625). A diferenga € que no caso de
Theil o terme aleatério w € novamente heterocedéstico com um padrao de heterocedasticidade conhe-
cido, Assim, ele emprega MQG para obter as varincias estimadas.

2 Qutras possiveis fontes desta componente permanente sio mudangas nos gostos e no desenvol-
vimento tecnoldgico.
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Ve=a + X/B + ¢ (6)
& =a_y + U Q)

onde: e, — N(0,(1-4d)o?)u, ~ N(0,302) ¢ 0s=sd<l

O pardmetro & € usado para medir a importéncia relativa da componente
permanente. Note-se que, se ndo existir esta componente permanente no termo do
erro aditivo, isto é, 8 = 0, entdo a, = a, ,, € estaremos de¢ volta ao modelo de
cocficientes fixos. Para se obter a equagdo a ser estimada, resolvemos (7) recursi-
vamente e substituimos o resultado em (6):

ar = +‘21ur_,-
i=

Entio:

=1

y,=a0+X;,6+a,+Eu,_,-
i=0

Efetivamente, por estarem interessados em previsao, Cooley e Prescott resolvem
os cdlculos recursivos de modo inverso, obtendo o, €m termos de @, | , e da soma
do erro. Ao invés de se ajustar a constante, eles propuseram estimar seu valor mais
recente:

T
= :+1+X;ﬁ+8r+2us ®

s=/
Em notagao matricial:3

y=X'8"+v 9)

T
ondcﬁ* = [ar+1’ﬁ1 ’ﬁz’"-aﬂk] € V’ =& t+ Z Ug.

5 !

3 Agora X’ inclui uma coluna de 1’s, como de costume.
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A equagio (9) € idéntica a0 modelo de regressao padrao de coeficientes fixos, O
tinico problema € o erro, que agora nao ¢ independente, Se & for conhecido, entio
o estimador de MQG de B"‘ e o< é dado por:

by = (X' Q5 Xy 1 x09f

sE =Ty - X'bs) Q5 ' (y - X'by)

onde £y = (1 — d)I + 3R e R € uma matriz T x T com elementos r; 1ais que
ry=min[T-i+1,T-j+1]4

Se ndo tivermos informagtes a priori acerca do valor de &, teremos que confiar
em alguma técnica de localizagio numérica. Dada a fungiio de verossimilhanga das
observacgdes:

1(3;8%658) = ~TR n2x — T2In? ~ 121n | 4 | -
- 1281y - X'y 95 (v - Xp*)]

podemos substituir os estimadores de o2 ¢ §* para obter a fungio de verossimilhan-
¢a concentrada:

I(7,8°,d%56) = -T2 (In2x + 1) - T2InS¢ - 121n | qy |

¢, €ntao, procurar entre zero € 1 para obter um valor para § que maximize a
verossimithanca concentrada.

Note-se que o custo da computagio é um problema para esta rotina, visto quea
matriz de varidncia-covaridncia tem que ser invertida vdrias vezes, dados os diversos
valores de 4. Cooley e Prescott (1973a) solucionam este problema transformando
as varidveis de tal modo que Q; seja diagonal, facilitando com isso os cdlculos. Em
outros trabalhos, eles também mostram que by & consistente, eficiente assintotica-
mente ¢ robusto a erros de especificagdo que provocam mudanga estrutural ao
longo do tempo, relativamente a métodos de minimos quadrados com e sem erros
auto-regressivos de primeira ordem [Cooley e Prescott (19736 ¢ 1973¢)].

4 Note-se que R € construfda desse modo devido As somas cumulativas em (&) que fazem com que
08 u, sejam autocorrelacionados,
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Uma generalizagdo desse modelo, bastante inconveniente, onde o coeficiente
angular ¢ o intercepto podem vatiar e ser estimado em vérios pontos no tempo, é
apresentada por Cooley e Prescott (1973¢ ¢ 1976).

2.3 - Parametros de variagio sistemadtica

Ao invés de postular coeficientes variando seqiencialmente, este modelo, proposto
por Belsley (1973a, 1973b e 1973c¢), supde que os coeficientes variario de acordo
com um conjunto de varidveis econ6émicas:

Y= X8, + ¢, (10)
B, = JZ, + u, (11)
& ~ N(0,0621)
u, ~ N(0,6°Q)

onde X, e Z, sdo vetores de dimensio k e r, Tespectivamente, ¢ 8 é um vetor de
dimensgo k. Substituindo (11) em (10), obtemos:

Y =X[(3Z +u) +e

(X; @Z)T +v, (12)

w, I+ v,
onde:

—_ ¥
v, = Xju, + g

W= X, ®Z;
E(v,)=E(XJu +¢)=0 (13)
var(v) = Var(X;u, + ¢) = of + 02X QX, (14)
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Novamente, arranjando as observagdes em (12) para se obter uma forma matri-
cial mais adequada, tem-se:

y=WI+v (15)

onde y e v sdo vetores T x 1, W€ uma matriz ¢ x kr ¢ T' € um vetor kr x 1
(I' = vec (0 )).

O método de estimagio vai depender das hipéteses que forem feitas a respeito
de Z, e u,. No caso mais simples em que Z, é conhecida, poder-se-ia aplicar MQO
ou MQG dependendo da varidncia de u, Supondo que o modelo seja sistematico,
isto 6, Var (u,) = 0, entdo v, j4 ndo serd heteroceddstico, e podemos usar MQO em
(15). Por outro lado, se tivermos uma componente aleatéria em f, deveremos
aplicar MQG. Uma solugio neste caso, quando  for conhecida, € seguir os mesmos
passos propostos para o modelo aleatério puro, isto ¢, usar os residuos estimados
por MQO para se obter uma estimativa da varidncia do erro que serd usada para
corrigir a heterocedasticidade.

No modelo efetivamente proposto em Belsley (1973a), Z, ndo € conhecida, mas
a Var (u,) é igual a zero. Por conseguinte, o problema central nao € como estimar
(15), mas sim como identificar o vetor Z,.

Belsley (1973a) propdés um método bastante complicado de se obter Z, cuja
escolha poderia ser feita tentando diversos Z’s na regressao:

b, = aZ, + A, (16)

onde b, € um estimador de f, e , € um erro de ruido branco, tal que:

b, =8, +h an

Isso corresponde a (11) no caso em que a Var (u,) € zero. O problema ¢ como
obter b,. Belsley (1973a) fornece um algoritmo para gerar uma série de b,, através
de regressoes de y em X para diversos periodos, comegando com o perfodoz =12
t = k + T, para se obter b, ¢ continuar mudando o periodoatét =T -k-Tat =T,
para se obter b, Assim, essa técnica de “janela-mével” (moving-window) pode
fornecer uma série para b,.°

5 Um modo mais simples e prdtico seria fazer uma regressio de MQO supondo pardmetros fixos
e, entdo, representar graficamente os resullados contra diversas varidveis possiveis. Embora uma possivel
nao-linearidade entre Z, e os resfduos possa complicar as conclusdes, uma simples inspegio do grifico
poderd oferecer uma boa compreensao.

6 Belsley (19735) também fornece um teste-F para a consténcia dos pardmetros quando Z nio for
conhecido.
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Este procedimento néo resolve completamente o problema, porque, conforme
mostrado por Belsley (1973a), b, é um estimador tendencioso de B,. Este viés
dependera basicamente da taxa de variagio de Z,: caso Z, se deslocasse lentamente
noe tempo, o viés seria menor.

Finalmente, dever-se-ia notar que Belsley efetivamente nao oferece uma manei-
Ta nova para estimar pardmetros varidveis, mas um modelo para se escolher o
conjunto de varidveis explicativas Z,. Note-se ainda que o método proposto néo &,
de modo algum, teoricamente superior a uma simples tentativa de diversos Z’s
diretamente em (14).7 Uma vez que se conhega Z,, a estimagio de (14) ¢ trivial.

2.4 - Regressdes com troca de regime (switching regressions)

O modelo de regressao com troca de regime foi inicialmente desenvolvido nos anos
70 por Goldfeld e Quandt, e vdrias abordagens foram propostas para estimar e
lestar as hipoteses de regressio com troca de regime. Afirma-se basicamente que
as observagdes amostrais podem ser divididas em um nimero, geralmente pequeno,
de regimes distintos. Estes sdo diferenciados pelo fato de que — embora a forma
da equagdo seja a mesma ao longo de todo o periodo — os valores dos pardmetros
podem mudar entre regimes.

Assim, supondo que existam apenas dois regimes, 0 modelo de regressao com
troca de regime pode ser expresso do seguinte modo:

¥y = X[ B + uy, setpertence ao regime 1 (18)
¥, = X/, + u,, setpertence ao regime 2 (19)

Em geral, podemos ter dois conjuntos difcrentes de pardmetros ( B,,0,) €
(By0z)

Observe-se que o ponto central é a impossibilidade de se usar algum tipo de
conhecimento a priori para dividir a amostra. Se as observagdes pudessem ser
classificadas como se pertencessem a um regime especifico, o problema de estima-
€40 € execugdo de testes de estabilidade seria trivial,

A primeira e mais simples abordagem deste modelo deve-se a Quandt (1958), 0
qual supde que, numa amostra de tamanho n = B, + n, cxistem apenas dois
regimes, de modo que as #, primeiras observagdes estio associadas ao primeiro

_ 7 Poder-se-ia argumentar a favor do procedimento de Belsley com base nos custos computacionais,
vIsSto que seu algoritmo envolve apenas inversdo de matrizes 2 x 2.

Modelos de pardmetros varidveis 107



regime e as 1ltimas n, a0 segundo. Conseqiientemente, este problema consiste em
encontrar o ponto de reversio (break point) 6timo (£) e entfio estimar os coefi-
cientes nos dois periodos. A equagio (20) define a fungdo de verossimilhanga das
observagdes y,, dado £

v fn—¢ 4
L(y;¢) = (122) "d] oy (#71) “p[lﬂng(y,-X;ﬁi)" -
t=1

t=r+1

—1/2022 Z ()’x—X;ﬁz)z] (20)

Dois aspectos deste método deveriam ser realgados: primeiro, apenas um saito
¢ permitido no perfodo ¢’; €, segundo, este ponto de reversao (break poinr) t' ndo
pode estar préximo a nenhuma das extremidades da amostra, pois caso contrdrio a
fungdo de verossimilhanga poderia ser indefinida.

Este modelo foi expandido por Goldfeld e Quandt (1972) e Quandt (1972) para
possibilitar vdrias mudangas entre regimes. Goldfeld e Quandt ( 1972) supGem que
em cada ponto no tempo a natureza escolhe entre dois regimes de acordo com uma
varidvel Z;:

sc i 8,Z, < 0 entdoanatureza escolhe o regime 1
i=1

s€ i 8,Z, > 0 entdo anatureza escolhe o regime 2
i=1

onde os &’s sio coeficientes desconhecidos.?

Definamos agora uma matriz diagonal D com elementos d(Z;) de modo que:

d(Z)=0 ia,.z,., <0
i=1

8 E possivel que Z, inciua alguns ou at¢ mesmo todos os regressores.
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d(Z)y=1 se 5:6,.2‘-‘>0

i=1

Arranjando as observagoes em (18) ¢ ( 19} e usando a matriz D para combin4-las,
temos:

¥y = (I—D)Xﬁl + DXg, +w 21

onde W = (I — Dyu, + Du,.

A fungio logaritmica de verossimilhanga pode, entdo, ser escrita do seguinte
modo (excluindo a constante):

I=-(12)|0| -
~Q2)y ~U-D)Xp +DXp)y @ (y ~(1-D)XB, + DX$,)] (22)

O problema com a maximizagio de (22) € que isso implica procurar v4rias

mbinag6es diferentes da matriz diagonal D. Para resolver este problema, Gold-
feld e Quandt sugerem aproximar a funcdio discreta (unit step function) d(Z)) por
uma fungio continua. Eles escolhem a fungio densidade cumulativa normal:

idizir
i=1 1
d(Z,)=f [;“/——2-—}—_] exp[—(IJz/Zaz]d@ 23)

-0

onde o mede a exceléncia do ajustamento da discriminagao entre dois regimes. Para
@ Pequenos, a expressio (23) deveria fornecer uma boa aproximagdo, mas quando
o ndo ¢ pequeno, isto €, quando os dois regimes ndo podem ser separados facil-
mente, alguns valores de d(Z,) nao estardo proximos de zero ou 1.

Dess¢ modo, pode-se substituir (23) em (22) e, entdo, maximizd-la para se
obterem os fs, 8's € 0.2

9 Uma abordagem mais intuitiva seria usar os 8's estimados ou s 4(Z,)’s que deles decorrem, para
SEparar a amostra ¢, entio, usar MQO); porém, o uso do procedimento de MQO para tirar inferéncia
dependeria dessa separagio amostral.
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Outra possibilidade € supor que a escolha de regime pela natureza € aleatoria.
Quandt (1972) desenvolve este modelo com uma escolha estocstica do regime. Em
cada ponto do tempo existe uma probabilidade o de a observagdo ter vindo do
regime 1 € uma probabilidade 1 - « de ter vindo do regime 2.

Dado o pressuposto de normalidade, a densidade condicional de y, pode ser
escrita como uma média ponderada das fungdes densidade de probabilidade:

gy /X)) = afy (3, /X)) + (1 -a)fh(3,/ X)) =

Il

(a/oVZw yexp[ - (1/20) (3~ X;B1)'] + 24)

+ ((1=a)oVZT Yexp[~(1/203) (3~ X', $2)’]

das quais se segue a fun¢io de verossimilhanga:
L= [gxgHxg;x...xg,] (25)

Note-se que novamente nos deparamos com um problema potencial idéntico ao
encontrado em (20), ou seja, (25) poderd ser indefinida. Um modo de superar este
problema € impor a priori que o; = k g,, onde k, € qualquer constante positiva, para
fazer com que (25) seja definida. Mesmo que esta suposi¢io a priori nao fosse feita,
Kiefer (1978) [ver também Goldfeld ¢ Quandt (1973b)] mostrou que existiria uma
solugdo consistente.10

A generalizagio para o caso de mais de dois regimes € absolutamente direta. Se
existirem f regimes diferentes, serd necessdrio simplesmente redefinir a fungdo
logaritmica da verossimilhanca do seguinte modo:

ondeﬁai =1.

i=

10 © problema é mais complicado porque, conforme mostrado em Kicfer (1978), o préprio valor
inicial deveria ser consistente. Uma alternativa seria usar uma fungio de geragio de momentos, ac invés
da fungio de verossimilhanca. Este procedimento ¢ sugerido por Quandt e Ramsey (1978), mas ndo had
evidéncia de que seria melhor do que a estimagiio de verossimilhanga.
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Entdo, o sistema poderd mudar virias vezes nio apenas entre dois regimes
especificos, mas também para regimes mais novos.

Uma generalizagdo final poder4 levar em conta a possibilidade de se fazer uma
mudanga de um regime para outro, dependendo daquele que estiver ativo. Goldfeld
e Quandt (1973a) apresentam esta generalizagio, colocando 0 modelo acima
descrito dentro do arcabougo da cadeia de Markov.

Defina-se uma matriz de transi¢io I' onde o rs-ésimo elemento (7,5 = 1, 2)éa
probabilidade de se deslocar para o regime s dado que o regime r estava ativo. Dadas
as probabilidades no tempo zero, pode-se usar a matriz T para se obterem as
probabilidades em todos os perfodos subsegiientes:

T, 1-74
1-7T, T,

Agora, o vetor de probabilidades poderd ser escritocomoa = (ay, . a,, ), onde
ay, = 1-a,. Entao, a fungio densidade combinada pode ser reescrita assim:

g = alrfl()".r/Xr) + (L-a ) H(¥/X)

da qual podemos escrever a fungio de verossimilhanga e maximiz4-la para se obter
» ) 11
B’s, 0’s, T's e ay,.

Finalmente, dever-se-ia notar que o uso da funcio de verossimilhanga em todos
esses diferentes modelos fornece um teste natural para a constincia dos pardme-
tros. O teste da razio da verossimilhanga pode ser usado dentro da hipGtese nula
em que se impde a condigio de constancia dos pardmetros.

2.5 - Algumas relacdes entre os modelos

Podemos, de certo modo, dividir os diversos modelos aqui apiz2sentados em duas
categorias: os dois primeiros — o aleatério puro (MAP) ¢ o de regressao adaptativa
(MRA) — podem ser classificados como modelos aleat6rios, enquanto os outros
dois — o de variagdo paramétrica sistemdtica (VPS) e o de regressio com troca do
regime (RTR) — podem ser descritos como modelos sisteméticos. O ponto bésico

11 Seria simplesmente necessdrio estimar @y e T porque o, pode ser encontrado recursivamente
como @y = a,.q. Entdo,a; = a,[™
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€ que nos MAP ¢ MRA o vetor dos pardmetros ¢ por si mesmo uma varidve]

aleat6ria, enquanto nos VPS e RTR os ;)arﬁmetros 530 fungBes determinfsticas de
alguma varidvel econ6mica especifica, 1

Vamos primeiro comparar os modelos aleat6rios. Aqui a superioridade do MRA
sobre 0 MAP é clara, nio apenas por permitir que a trajetéria do coeficiente seia
estimada, mas ainda porque 0 MAP pressupbe uma média constante para A,,
enquanto no MRA a média condicional pode variar.

As ligagbes entre VPS ¢ RTR sfo também ficeis de serem estabelecidas. No

modelo VPS com apenas dois regimes (R = 2), podemos definir Z,;

It

Z,=(1 0) 1<t<y’

(0 1) ¢'=<rsT

para se obter o RTR mais simples, ¢ como:

Z, = (1 0) com probabilidade o

= (0 1) com probabilidade 1 — &

para se obter o método-a no RTR. Em ambos os casos supGe-se que a Var (1,) em
(13) é zero.

A conclusio de tudo isso & que 0 VPS ndo € um método para estimar pardmetros
varidveis, mas sim um modo de se escolher o vetor Z, e, neste sentido, poderia ser
visto como uma etapa preliminar aoc RTR.

Outra comparagdo interessante pode ser feita entre 0 MRA e o VPS. Se for
Suposto que u, é distribufdo com incrementos independentes, (11) poderd ser
reescrita como:

ﬂ,=ﬂ,_1+6AZ,+v, (26}

ondev, = Au, .

Note-se que, para AZ, pequenos, (26) pode ser aproximada por (11). Porém, AZ,
pequenos, isto €, Z, movendo-se lentamente no tempo, € exatamente a exigéncia
para que VPS funcione bem.

12 Note-se que, mesmo quando a natureza escolhe estocasticamente entre rezgimcs, isso pode ser
verdadeiro. Substituindo o pord(Z,} em (24), a escolha de regime dependeria de Z,.
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3 - O filtro de Kalman

O filtro de Kalman foi desenvolvide originalmente na literatura de engenharia para
se lidar com sinais aleatérios [ver Kalman (1960)]. Suas aplicagbes 4 econometria
foram dificultadas provavelmente porque aborda o problema de regressdo padrao
de um modo bem diferente. Pelo modo que € usualmente derivado, o estimador b,
¢ o resultado da regressdo de f, na varidvel dependente y, ao invés de se fazer a
regressio dey, nas varidveis exogenas X,. Isto €, o estimador b, € a média condicional

de B, dadoy,y, , - Y-

Ao comparar o filtro de Kalman com a anilise de regressao padrdo, Duncan e
Horn (1972) observaram o seguinte: “especificamente, o objetivo central em ambos
0s casos & estimar §, o vetor completo dos coeficientes incluidos na regressdo”.
Falando em termos de projegdes de espago vetorial, como faz Kalman, o regressio-
nista convencional enfoca este problema projetando um vetor y de observagbes num
vetor linear modulado pelas colunas de uma matriz X, isto €, “ajustando uma
regressio de ¥* (a estimativa dey) em X ”. As estimativas 6timas b de f sfo, entdo,
os coeficientes da projegao ortogonal y* assim obtido, isto €, 0 coeficiente de X na
equagio paray*. A abordagem de Kalman, por outro lado, faz uso do fato de 3, ser
agora uma varidvel aleatéria. Através de uma redefini¢io adequada dos termos do
espago vetorial envolvidos, a ]Jropria estimativa 6tima ¢ encontrada dirctamente
como uma projecio ortogonal b, de 8, no espago vetorial modulado pelos g4, v,
.., ¥, dos dados inclufdos. Em termos de regressdo, isto significa “ajustar uma
regressdo de B, em gy, ¥y, ¥, 13

A derivagio das equagbes do filtro de Kalman, apresentada nesta segio, serd
efetuada num contexto de regressdo, visto que nosso objetivo principal ¢ realgar
seu uso na estimacio de regressdes de pardmetros varidveis. Deveria ficar claro,
contudo, que o filtro de Kalman pode ter muitos outros usos. Diversos tipos de
modelos podem ser arranjados dentro do arcabougo de espago de estados, isto €,
como nas equagdes (27) e (28) a seguir ¢, por conseguinte, estimados pelo filtro de
Kalman. Exemplos disso sdo os modelos ARIMA e os modelos de componentes
nio-observdveis ou, como sa0 as vezes denominados, modelos estruturais de séries
temporais [ver Harvey (1989)]. Vamos explorar a representagio de espaco de
estados de Arima de modelos de componentes ndo-observdveis mais adiante nesta

secio.

A idéia bdsica por tréds do filtro de Kalman é de que a estimagio ¢é feita
recursivamente em duas etapas: na primeira, encontra-se a “melhor” estimativa no
perfodo, usando todas as informacgdes disponiveis até o periodot - 1; e, nasegunda,
esta estimativa € entdo atualizada usando a informagfio nova que se tornou dispo-

t_13 ;fer Duncan e Horn (1972, p. 816). Note-se que u, representa a média de 8, a prioriey* oy
estimado.
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nivel no perfodo . Esta estimativa & a melhor no sentido de que o erro quadréiico
médio € minimizado (EQMM).14

O modelo do filtro de Kalman & Composto por equagdes de mensuragio e de
transicAo, que podem ser escritas como:

Y, =X8 + ¢ (27)
B =MpB_,+ S;¢, + Ru, (28)

onde;
B = vetor de estados;
Y, = vetor das mensuragdes correntes;
¢, = vetor de entrada (input ); e
X, M, S, R, = matrizes fixas conhecidas com dimensges apropriadas.

Admite-se que ¢, ¢ u, #8m média z6ro e matriz de covaridncia o?H, e o%0),
respectivamente. Supde-se ainda que ¢, e , s30 nio-autocorrelacionados, nao-cor-
relacionados entresi e no-correlacionados com o vetor de estados no periodo zero,
€ que H, ¢ Q, sio conhecidas. Em geral, ambos os erros so, por suposicio,
distribufdos normalmente, embora a normalidade nio scja crucial, 15

3.1 - Equagdes de previsio
Em um ponto qualquer no tempo, conhecemos b, ; e sua matriz de covaridncia:
? Zypioy = Elyemy = By - £,7] 29

Para se obter 0 melhor estimador de B, deveriamos usar a €quacio de transigio
(28), que mostra como o vetor de estados varia ao longo do tempo:

by =Mb,_, + 8¢ (30)

14 E comum referir-se a esta estimativa como sendo a do EQMM, ac invés de estimativa nio-ten-
denciosa de varifincia mfnima, devido A natureza estocdstica do parimetro,

15 Ocasionalmente, prefere-se trabalhar com uma distribuicio mais geral. Neste caso, o estimador
do filtro de Kalman seria o EQMM entre os estimadores lineares. Athans (1974), por exemplo, usa a
normalidade, enquanto Harvey ¢ Phillips (1982) trabalham com uma distribuigio mais geral.
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Para encontrar a equagdo de previsio da matriz de covaridncia no periodo ¢, dado
seu valor no perfodo 7 - 1, vamos definir o erro de previsao em (29) da seguinte
forma:

biji—1 — By = Mb,_ + S5c, - B,
mas, usando (28):
biyg—1 =B =M(b_y-8_1)+ Ry, (31)

Substituindo (31) em (29) e usando o Lema de Projegio Ortogonal, tem-se [ver
Jazwinski (1970, p. 202-203)]:

Zeje-1=MZ,_ 1M+ RQR; (32)

Assim, (30) e (32) podem, entfo, ser utilizados para prever o vetor de estados §
¢ a matriz de covaridncia Z no periodo 7, dadas suas estimativas no perfodo 7 - 1.

3.2 - Equacgoes de atualizacio

Vamos primeiramente definir o residuo v;:

vi=Y, - Y, 1= X8+ g - X;b:/:—l
(33)
V=X (B — by 1) + 5
Assim:
E(v)=X,E(8 - br/:—l) + E(s,) =0
Uma vez que b, € nao-tendencioso e:
Var (v,) = E(v,z) = 02F, (34)
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onde:

F, =X:’Et/t—1X: + 4, (35)

a derivagio das equagbes de atualizagiio para b ¢ X pode ser feita através da
aplicagdo de MQG a um modelo de pardmetros varidveis.16 O procedimento para
tornar a prova simples ¢ redefinir o modelo do seguinte modo:

br/:—l I b.r/x—l —'8!
= B + (36)
X

Y g,

f (3
Ou, em notacio mais compacta:

e *,
Yi= X8 + o (36)

onde a matriz de covaridncia de et &

zr/x -1 0
E(eery = dQ = o (37)
0 K,
Aplicando MQG em (36°), teremos:
b”" = (X;*JQ“IX"*)"IXY::Q—IY’* (38)

Para se obter uma férmula mais adequada, podemos substituir (36) ¢ 37) em
(38):

16 A prova para as equagbes de atyaliza¢io usando o principio de MQG pode ser encontrada em
Duncan e Horn (1972), Sant (1977), Harvey (1981) e Diderrich 1985).
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-1 -1 -1 1
b= (2,00 + LH1X) (Zypym1 + by + XH'Y)  (39)

Usando um lema bem conhecido de inversao de matriz, a equagiio (39) pode ser
reescrita assim:

byt = byypq + K(Y, - X[byyy ) (40)
onde o ganho K, de Kalman é:
K, = ztft—lxtFt_l

Observe-se que o ganho do filtro € usado para melhorar as previsdes do vetor de
estados. Toda vez que este for tal que o Y, corrente e o previsto sejam diferentes, o
erro serd incorporado na nova estimativa do vetor de estados para tornd-la mais
acurada. Em outras palavras, (40) diz que o valor esperado do vetor de estados,
dadas todas as informagGes até o perfodo?, pode ser dividido em dois componentes:
o valor esperado deste vetor dadas as informagGes até 7 - 1, mais um coeficiente
multiplicado pelo erro de previsio de Y, dadas as informagbes disponiveis até r - 1.
O ganho do filtro € exatamente este coeficiente que desconta o erro de previsio.
Seguindo Chow (1983), podemos escrever (40) como:

E(ﬂ: fo:It—l) = E(ﬂt/Ip—l) + I{J[YJ - E(Y:/It-l)]

onde Y, representa a observago corrente no perfodo r e I, representa Y,Y, ..,
Y-

Note-se que, se 0 erro de previséo em (40) for zero, entio b,=b, , e estaremos de
volta ao caso de coeficientes fixos. Neste sentido, o modelo de coeficientes fixos
pode ser visto como um caso do modeto varidvel, quando nio usamos o erro de
previséo no perfodo f - 1 para melhorar a previsdo para o perfodo .

Para se obter a equagio de atualizagio para a matriz de covaridncia, podemos
multiplicar (40) por -1, adicionar §, ¢ usar (27) para obter:
B — by =B - b1 - K[X; (8 ~ bry—1) + 5] (41)

Tomando o valor esperado do produto cruzado de (41) e usando as definigtes
de K, ¢ F, temos:

_1 3
Erh = ztlt—l - EIH—IXA‘FI‘ X:E:/:—l (42
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Como dissemos anteriormente, 0 modelo dekgarﬁmetros varidveis ¢ simples-
mente uma das aplicagdes possfveis do filtro de Kalman, Neste caso, y, € um vetor
com observagdes na varidvel endogena, B, € um vetor de pardmetros a ser estimado,
&, ¢ uma matriz fixa de varidvel exdgenac, =0eH, = Il;, =R,

Para concluir a derivagiio, a tnica coisa que precisamos € um estimador para o2,
0 que pode ser obtido usando um enfoque de m4xima verossimilhanga.!” Uma vez
que v, em (33) € normal e nao-correlacionado serialmente, podemos escrever a
fungdo logaritmica da verossimilhanga como:

T
L= -(T/)in2x - 112 3 m?(X;Z,,_,X + Hy) -
r=1

T
=128 3 Y, - X] by, VIGE,, (X + Hp)]
t=1

Efetuando algumas manipulagBes e usando (33) e (35), obteremos:

T T
InL = -(T/2)n2x - (T/2)Ine? - 1/2 Y InF, - 1724 > v IF, 43)
=1 t=1

A equagdo (43) pode entdo ser maximizada com respeito a o2, fornecendo:
T
§? =1yt 3 v2/F, (44)
=1

que € 0 estimador de mdxima verossimilhanga de o2 condicional a M,H,S5,X,R,
€0,

Note-se ainda que, se Q, ndo fosse conhecida, poderia ser estimada maximizando
a fungio logaritmica da verossimithanca concentrada. Substituindo (44) em (43),
obteremos:

T
InL, = ~(T/2)(In2x + 1) ~(T/2)Ins? - 1/2 3 mF,

r=1

17 Avariincia das varidveis dos estados €,asvezes, denominada hiperpardmetro fver Harvey (1987)).
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Observe-se que poderfamos usar o procedimento da maximiza¢io acima descrito
para obtermos outros elementos desconhecidos no modelo. Ocorre, porém, que,
por veses, M, ndo € conhecida, como, por exemplo, quando estamos lidando com
modelos ARIMA.

O problema, contudo, € ainda 0 mesmo, ou seja, encontrar o2 € M, que maximi-
zem a fungdo de verossimilhanga, dados H, X, R, e Q. Uma vez que 0 modelo estd
na forma de espaco de estados € os valores iniciais determinados, o filtro de Kalman
¢ usado para gerar 0 erro de previsdo v, que é usado como entrada (inpur) para a
fungio logaritmica da verossimilhanga, a qual &, entdo, maximizada através da

otimizacfio numérica.

3.3 - Estimacéo recursiva

Em resumo, o filtro de Kalman pode ser sumariado pelas equagBes de previsdo (30)
€ (32) e pelas equagdes de atualizagfio (40) ¢ (42). A estimagio ¢ feita recursiva-
mente. Dado b, e Z,, podemos usar (30) € (32) para obtermos uma estimativa inicial
€, entdo, atualiz4-la usando (40) e (42).

Na pritica, podemos usar como valores iniciais uma matriz de covaridncia
2, = kI, onde k é um ntmero grande. Pode-se supor que o valor para b, é zero.
Note-se que b, ndo tem muita importincia porque, como k € grande, 2., dominard
bo. As estimativas iniciais provavelmente ndo serio muito precisas, mas, como o
filtro de Kalman ¢€ invaridvel no tempo, pode-se suavizar os coeficientes ap6s
filtré-los.

E possivel também, conforme su gerido por Sant (1977), usar a equivaléncia entre
MQG e o filtro de Kalman para se obterem as condigdes iniciais. Se existirem graus
de liberdade suficientes, pode-se aplicar MQG as primeiras m observages para se
obteremb, e X e, entdo, usd-los como valores iniciais para filtrar as demais T - m
observacgies.

Se, por outro lado, soubéssemos que 0 modelo é estaciondrio, poderfamos usar
a média e a matriz de covaridncia da distribui¢io a priori de b;. Visto que o modelo
(27) e (28) ndo tem termo constante, deverfamos colocar by=0, ¢ Z seria encon-
trado resolvendo a equagiio (32) do seguinte modo [ver Harvey (1981, p. 49 e
109-110)]:

20 = MEUM; + R,QR;

Assim, a estimativa corrente consiste em, dados by e Z,, encontrarb, , e3, .
€, em seguida, v, e F,. Uma vez que a nova observagao Y estiver disponivel, pode-se,
entdo, obter as estimativas atualizadas b,, ¢ X, Neste procedimento, as equagdes-
chave sdo (30), (32), (33), (34), (40) ¢ (45).
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3.4 - Modelo de coeficientes convergentes estocasticamente

O modelo de coeficientes convergentes estocasticamente, também denominado
“modelo de retorno 3 normalidade”, foi usado primeiramente por Rosenberg
(1973) e mais recentemente por Harvey e Phillips {1982). Neste modelo, 0 pardme-
tro em cada ponto no tempo € uma combinagdo linear daquilo que ele era no Gltimo
periodo e um valor fixo:

o =¢a .1+ (1-¢)p+un (45)

ou, rearranjando 0s termos:

o —p=¢(a_; -p)ty (46)

onde u, ~ N(0,0%Q,) e ¢ ¢ uma matriz diagonal que satisfaz a condigio de
estacionaridade, isto &, seus autovalores sdo menores que 1 em valor absoluto.

Neste modelo, o coeficiente ¢, € varidvel, mas muda lentamente no tempo em
torno de uma média fixa 4. Note-se que na equacao de transicdo usual, onde e segue
um processo de passeio aleatério, seu valor no final da amostra pode ser substan-
cialmente ‘diferente daquele no infcio. Portanto, em casos onde se espera uma
mudanga estrutural substancial, poder-se-ia preferir usar a aproximacio de passeio
aleat6rio, enquanto no caso de mudangas suaves no tempo o modelo de coeficientes
convergentes estocasticamente parece ser mais apropriado.

Dever-se-ia também notar que o modelo aleatério puro € a especificagio de §,
no contexto de passeio aleatério podem ser encarados como casos especiais do
modelo de coeficientes convergentes estocasticamente. Se ¢ = 0, estaremos de volta
a0 modelo aleatdrio puro, enquanto que, se ¢ = 1, obteremos (28), quando M,=1
ec,=0.

Para formular este modelo dentro do arcabougo do filtro de Kalman, podemos
definir:

By=(n/s8/)
onde u, = u €9, = a, — u. Entdo:

Y, = X785 47N
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#y I 0 He—1 0
= 48

t—1

onde X*’ = (X' X}).

3.5 - O enfoque bayesiano

Al€ agora permanecemos dentro do arcabougo da estatistica cl4ssica. Contudo, o
modelo de pardmetros varidveis das equagdes (27) ¢ (28) pode também ser aborda-
do do ponto de vista bayesiano. Tentaremos mostrar nesta se¢d0 que, no tocante a
equagoes de previsio e de atualizagio, os enfoques cldssico e bayesiano sio equi-
valentes. A diferenca estd no tratamento das varidncias.

3.5.1 - Interpretacao bayesiana das equacdes de previsao e de
atualizacao

Ase uagﬁeé de atualizacio do filtro de Kalman foram derivadas acima usando o
principio de MQG. A literatura mostra que elas podem também ser derivadas sob
0 ponto de vista bayesiano [ver Meinhold e Singpurwalla (1983)].

O enfoque bayesiano da estatistica preocupa-se principalmente com o modo
pelo qual a informagio muda a crenga que s¢ tem acerca das hipGteses e dos valores
dos pardmetros. Nas proprias palavras de Lindley (1965, p. 30-31): “O tema
principal da estatistica € o estudo do modo pelo qual os dados (eventos) mudam os
graus de convicgdo; de antes, pela observagio de.A4, para depois.” E esta a idéia que
estd por trds do Teorema de Bayes sobre probabilidade condicional:

P(H,/A) « P(A/H,)P(H,)

onden = 1,2, ..., e A é fixo.

Colocando de modo simples, este teorema estabelece que uma crenga ou pro-
babilidade a priori de wm conjunto de hipGteses P(H,) pode ser transformada numa
crenca ou probabilidade a posteriori P(H_/A), dada a verossimilhanga de H, em A,
P(A/H,). Este enfoque seqiiencial para a estimagio também se encontra dentro dos

principios bdsicos do filtro de Kalman.

Vamos tomar as equagoes (27) e (28) e reescrever o Teorema de Bayes do
seguinte modo:
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P(B 1)) = P(Y, /B, L, _ )P (B /L) (49)

onde, como anteriormente, I,_; representa (Y3, Y, ..., ¥, ;). No inicio, a distribui¢éo
a priori B, /I, _, € conhecida:

(ﬁr”t—l) - N(Mrbr—l’Mtzr—lM,r + RrQrR,:) (50)

ondeb, ,eZ, ,sdoamédiaeamatrizde covaridnciade (B, /I, ). Parase obter
(50), simplesmente usamos (27), (28) ¢ alguns resultados basicos da distribuigio
normal [ver Meinhold e Singpurwalla (1983)].

Observe-se ainda que, usando o residuov,, definido em (33), podemos reescrever
a probabilidade a posteriori e a verossimilhanca de ¥, como a seguir:

P Iy = P(BIY L, ) = P(B /v I )

P(Y, /8. 5,_1) = P(vlBd 1)

Isto & verdadeiro porque, uma vez que M,, S, ¢, € X, sd0 conhecidos, observar v,
¢ 0 mesmo que observar Y,. Entéo, (49) pode ser reescrita do seguinte mogo:

P(ﬁ:/v::lt—l) = P(v:/ﬂuI:—I)P(ﬂx/Ix—l) (51

A distribuigdo da verossimilhanga P (v,/$,,1,_ ;) € normal com média e va-
ridncia conforme definidas anteriormente.
Para, finalmente, se obter a distribuicdo a posteriori de (51), podem-se usar

alguns resultados padroes em estatistica multivariada para se obter (52) [ver Chow
(1983, p. 8-14)}:

(Bive L) = N ~ [bji—1 + K (Y, - X’tbt,frvl) (52)
-1 N
zt!!-—-l - En':—lXtFr sztft—l

Uma comparagio simples entre (52), (40) ¢ (42) torna claro que as equagdes de
atualizagio podem ser vistas como a média e varidncia da distribuicdo a posteriori,
O filtro de Kalman pode, entdo, ser visto cOmo um processo de atualizacao através
do qual as convicgdes a Tespeito do vetor de estados sdo previstas, dependendo da
exceléncia da suposi¢do anterior.
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Finalmente, dever-se-ia notar que a normalidade nio & crucial para provar a
uivaléncia entre os enfoques M%)G ¢ bayesiano. Na derivagio de (50) e (52), a
distribuigio normal foi usada por motivos de simplificagdo.18

3.5.2 - Processo de aprendizagem pela variancia
(variance learning) e fatores de desconto

A diferenca bésica entre os enfogues clssico e bayesiano dos modelos de parime-
Lros varidveis estd na estimagdo das varidncias observével e nio-observave (evolu-
tion variance). No enfoque cl4ssico, 0s hiperpardmetros séo estimados por um
procedimento de méxima verossimilhanga, conforme descrito nas equacdes (43) e
(44). Por outro lado, o enfoque bayesiano usa o processo de aprendizagem pela
vanincia (variance leaming) e fatores de desconto ao lidar com as varidncias,

Vamos considerar o modelo linear dinimico mais simples representado pelas
equacbes (53) a (56). A varidncia observdvel ¥ € estimada seqiencialmente 2
medida que novas observagbes tornam-se disponfveis:

Y, =8 +v, (53)
8, =6,_, + o, (54)
v ~ N(0,V) (35)
w, ~ N(O,W,) (56)

A estimativa pontual de ¥/ ¢ S, .1, definida pelas equagdes (57), (58) e (59). As
equagbes de atualizagio agora incluem a equacao de atualizagio para S, ;. A
medida que mais observagdes tornam-se disponiveis, corrigimos nossa estimativa
anterior de V. Note-se que n, representa os graus de liberdade em cada perfodo, mas
d, ndo ¢ exatamente a soma dos quadrados dos residuos. Se S, /O, = 1, segue-se
que d, € a soma dos quadrados dos residuos:

S‘ = dt/n‘ (57)

=n_,+1 (58)

18 A prova geral gara as equagdes de atualizagio via Teorema de Bayes pode ser encontrada em
West ¢ Harrison (1989),
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dy=d 1+ ‘tzst-—l"Qr (59)

onde ¢, s80 05 erros de previsio um passo a frente (¥, — I'f:) ¢ Q, é a variéincia da
previsdo um passo 2 frente.

Uma corregiio € feita sem?re que 0 resfduo ao quadrado for diferente de seu
valor esperado, visto que E(ef* ) = O, Note-se que, por serd, = n,5,, a equagio (59)
pode ser reescrita como:

2
mS,=n_ S 1 +5_,¢/0Q
nS, = (n,—1)5,_; + S,_le,ZIQ‘
S =8 1+ S_1/n [(e21Q) - 1] (60)

Toda vez que e2 = @, néo haver4 corregio na varidncia estimada. Se o resfduo

ao quadrado for maior do que seu valor esperado, a expressio entre parénteses na
equagio (60) serd positiva ¢, por conseguinte, a varidncia estimada serd corrigida
para cima, ¢ vice-versa. Para iniciar as estimagdes, é necessdrio que algum valor
para S, esteja disponfvel.

A varidncia nio-observavel (evolution variance) W, ndo € estimada diretamente.
Ameen e Harrison (1984, 1985a ¢ 1985b) mostram como a estimagio de W, pode
ser substitufda pela escolha de um fator de desconto 0 < < 1, o qual pode ser
encarado como um indicador da velocidade de mudanca do sistema. Ele nos diz
quéo informativa € uma observagio 3 medida que ela vai envelhecendo. Se d = 1
ou, equivalentemente, se W = 0, temos o modelo de parimetros fixos.

3.6 - Residuos auto-regressivos

Pode acontecer que, ap6s a estimagio através do filtro de Kalman, se encontre
evidéncia de autocorrelagio residual. O modelo deveria, entdo, ser ampliado para
levar em conta a presenca de correlagfio serial. Considere-se o seguinte modelo
ampliado:1?

19 Para uma aplicacio desse tipo de modelo, ver Wolff (1985).
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Y, = X}B, + ¢ 61
Bi=8_q1 ty (62)
G =Pyt (63)

onde 7, € um erro de ruido branco.

Trata-se de uma versdo simplificada do modelo de espaco de estados das
equagoes (27) e (28) que incluem resfduos autocorrelacionados de primeira ordem.
A excegdo da autocorrelagio residual, todas as demais hip6teses relacionadas ao
modelo de espago de estados sdo mantidas. Adicionaimente, supomos que:

E(’Ti’uj) =0 para 6Lj=1,..,T
E('Fi’ﬁj)=0 para i,j=1,..,T

E(By,n;) =0 para t=1,..,T

Usando (61) e (63), podemos, portanto, escrever as quase diferengas de primeira
ordem:

Y,+pY,_1+X;ﬂ,—X,'_1pﬁ,_1+q, G
Vamos definir:
P 0
= A | z- [Ye-1XiX; _{Jeg=|
"Pﬁg—] —pu;——l

Segue-se que 0 modelo de espago de estados pode ser escrito do seguinte modo:
Y,=2Z3 + 9, (65)

":=ax—1+§r (66)
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As equagbes (65) e (66) podem agora ser estimadas usando o filtro de Kalman.
No modelo acima, supbe-se que p seja fixo, podendo ser estimado através de um
procedimento recursivo pelos residuos do filtro 2 maneira de Cochrane-Orcutt.

3.7 - Minimos quadrados recursivos

A estimagdo de minimos quadrados recursivos pode ainda ser efetuada pelo filtro
de Kalman, uma vez que 0 modelo relevante estd representado no arcabougo de
€spago de estados. Note-se que, neste caso, 0 pardmetro verdadeiro ndo varia com
0 tempo. Desse modo, dever-se-ia esperar ver o vetor de estados tendendo parauma
constante 4 medida que mais dados forem sendo usados. O filtro de Kalman &, neste
caso, simplesmente um algoritmo para repetir a estimagio de MQO A medida que
0 tamanho da amostra aumenta.

Considere-se 0 modelo de espago de estados simplificado:
Y =X/ +¢ 67)
Bo=8 -y (68)
onde g, ~ N(0,0z)e By = Biom™ N(ﬁt—m'z:—-m)-
Conseqiientemente, apds usar as primeiras m observagoes para se obterem as

condigbes iniciais, 0 filtro pode, entdo, ser iniciado. As equagdes de atualizagdo sfo
dadas por:

b:/:—l =b_y = (X’X),__11(X’Y),_1
Zn':-—l = zr-—l = UZ(X’X):—II
enquanto as equagdes de previsio sio:
br = bt—l + k:[Y: - Xr,br/rmll
2: = zr/:-l - zr./r—IX:-ﬁ_IX;Zr/r—l

onde:
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k = (XX X

£ =711+ X (xx) 1 x]

3.8 - Modelos ARIMA na forma de espaco de estados

Como dissemos anteriormente, os modelos Arima podem também ser facilmente
representados no_arcabougo de espago de estados e, desse modo, estimados pelo
filtro de Kalman.Z0 Considere-se 0 modelo ARMA (2,1):

Ve=$1Yi—1 ¥+ b¥—a + 0151+ g

Sua representagio em espago de estados & mostrada pelas equacdes (69) e (70).
Neste caso, a matriz M, nio € conhecida e, por conseguinte, terd que ser estimada
usando o enfoque de méxima verossimilhanga descrito anteriormente:

1 0 s 69
y=[1 0] 5, (69)
X, B,
B ¢ 1 Bre-1 1
= + £ 70
By ¢, O Bri1 ["1} ‘ o
ﬁz M ﬁr-l Rt

Vamos agora considerar o caso geral de um ARMA (p,q):2!

Y=Yt et Yty T O+ 8,8

20 Para mais detalhes sobre o modelo ARIMA em forma de espago dos estados, ver Priestley (1981)
e Akaike (1976). ]
21 Arepresentagio do ARIMA pode ser obtida substituindo y, por z, ondez, = Ay,
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ondem = max(p,q + 1). A representagiio de espago de estados para o modelo geral
ARMA pode ser assim escrita:

b1,
Yt= [1 | O.ns—l]
ﬁml
[ 81, ] [ #1 |l [A-1] [ 1
¢2 ll Im*l 01
= : + &
i
‘ﬁm:j .¢m | 0’ | -ﬂm!—-lJ _om-lj

3.9 - Modelos de componentes nao-observiveis

Neste arcabougo, uma série temporal € modelada através da decomposigdo de seus
¢clementos formadores basicos, ou seja, ela € decomposta em tendéncia (&), ciclo
(¥,), sazonalidade (y,) e componente irregular (e,):

Ye=# 9+, +

Note-se que os préprios componentes variam no tempo, ou seja, o modelo leva
em consideragio uma tendéncia, um ciclo e um padrio sazonal mutgveis.

O modelo completo deveria especificar também o comportamento de cada um
dos componentes individualmente. Um tratamento completo de modelos de com-
ponentes nio-observiveis est4 além do €scopo deste artigo. Portanto, vamos nos
concentrar no caso do “modelo estrutural basico de séries temporais”, 22

22 O modelo de ciclo e tendéncia € discutido em Portugal (19923. Uma discusso completa de
modelos de componentes ndo-observiveis encontrada em Harvey (1939),
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No modelo estrutural basico de séries temporais, apenas trés componentes so
usadas, uma vez que a componente do ciclo é omitida. A tendéncia é modelada
como um passejo aleat6rio com um drift varidvel, enquanto o préprio drift ¢ um
passeio aleat6rio. A componente sazonal é modelada através de uma combinagio
de sendides ¢ co-sendides. O modelo pode ser expresso em:

Y=ty t+teg

=g+ B+

Br=8_1+4 (71)
/2

™
=1

onde y ;; € formado por:

yj' Ooslj smll yj‘—l wjt
- + (72)
T’" — sin lj lj Y‘}!— 1 w'}‘f

€ &, 1, &, s30 todos normais com varidncias 0,2, 0,2 ¢ 0%, w, € w*, s40 normais
com uma varifncia comum o 2, 4; ¢ a freqiéncia e ¥’} aparece por construgio.

Para simplificar, vamos supor que estamos lidando com dados trimestrais, de
modo que s = 4. Assim, a freqiénciad; = 27/4 paraj = 1,2, 0 qual resulta A =,
/2. Usando alguns resultados trigonométricos basicos, podemos reescrever (72)
do seguinte modo:

e = Yii-1t eq,
Yie ~ V-1 ooty

(73)
Y20 = Vh 1t oy

Yhes v oY,
A representagiio de espago de estados das equagdes (71) e 72) &

v=[10101]a+e
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(%] (11000 07 [#1] [u]
B 61 0 0 0 0 Bi-1 &
a =Y, | =10 0 0 1 0 0 Ne—1 | + | 21
e 00-10 0 0| |xn,_, oy,
_?'ZtJ [0 00 0-10 J _7’2:—1_ _“’2:_

3.10 - Suavizacaoe (smoothing)

At¢ agora lidamos com filtragem. Nesta subsecio vamos discutir o problema
oposto, isto €, alisamento ou suavizagdo. O filtro de Kalman € um algoritmo “para
a frente” (forward looking algorithm), que fornece estimativas do vetor de estados
no perfodo ¢, usando todas as informagdes disponiveis até o periodo ¢ - 1. As
estimativas suavizadas, por outro lado, usam todas as informagdes da amostra. Elas
comegam no perfodo T'evoltam no tempo, fornecendo as melhores estimagdes para
os perfodos T~ 1, T - 2, e assim por diante. O algoritmo de suavizagdo € iniciado
através de by e X, dados pelo filtro de Kalman e funciona paratrasatés = 1.

Deixemos b, ¢ 2, representarem os estimadores de suavizacdo do vetor de
estados e da matriz de covaridncia. Entfo, as equagbes de suavizagdo podem ser
escritas do seguinte modo:

bl/T =b + Z:(bt+1/T - ‘Mt+1b1)

E:/1" = zl + 2:(EI+IIT - Ee‘+1/f)zmt
onde:

, -1
Z:=EtM,+1 e+ 1/e t=17T-1,.,1
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Este ¢ o suavizador de intervalo fixo 6timo. Existem outros algoritmos de
suavizacao que podem ser usados, mas o suavizador pontual fixo parece ser 0 mais
popular em econometria, 23

4 - Conclusdes e observagies

Neste trabalho apresentamos diversos procedimentos para estimar modelos de
pardmetros varidveis no tempo. O filtro de Kalman tem um papel crucial e parece
oferecer um arcabougo completo ¢ flexivel para tratar do problema da variagiio
paramétrica. O filtro pode ser usado néo apenas para estimar equacoes de regressao
COm pardmetros varidveis, mas também para modelos estruturais de séries tempo-
rais. Na realidade, qualquer modelo que puder ser representado em forma de
espago de estados pode ser estimado usando o filtro de Kalman.

Ofiltro pode ser usado tanto no enfoque cldssico como no bayesiano. A principal
diferenca entre esses dois enfoques é 0 modo pelo qual as varidncias dos processos
dos passeios aleatérios sio estimadas. Na abordagem cl4ssica, estes hiperparime-
tros sdo estimados através de um método de méxima verossimilhanga, enquanto
que no caso bayesiano a varidncia observivel & estimada por um processo de
aprendizagem ¢ o problema da estimagdo da varidncia nio-observavel (evolution
variance) € resolvido escolhendo-se fatores de desconto para as virias partes do
modelo. O enfoque bayesiano € muito Gtil em algumas situagbes especificas,
particularmente em se tratando de mudangas estruturais, porque ele permite que
se fagam intervengdes subjetivas e monitoramento do modelo.

Abstract

This paper surveys the literature on time varying parameter models. It includes not only the more
recent, classical and bayesian, approaches based in the Kalman Jilter, but also provides some
discussion of earlier models of parameter variation. These techniques are very useful in
econontics not only for forecasting proposes, via univariate models of signal extraction, but also
Jor analyzing models subject to structural change.
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